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L'approche Bayeésienne

L 'approche Bayésienne standard:
1. Définir un modele statistique

2. Formuler nos a priori sous forme de probabilité
p(0;)

3. Mise a jour avec la régle de Bayes
p(Y [ 6, X)p(6)

p<6 ‘ X, Y) — p(Y)

o p(Y | 6, X)p(6)



Exemple - Regression Lineaire

L 'approche Bayésienne standard:

1. Définir un modele statistique

p(y; | zi,0) = N (01 + O22;,1)

2. Formuler nos a priori sous forme de probabilité

p(0;) = Laplace(0, 1)

3. Mise a jour avec la régle de Bayes
p(Y [ 6, X)p(6)

p<6 ‘ X, Y) — p(Y)

o p(Y | 6, X)p(6)



Fonction de vraisemblance




La probabilité a priori




La probabilite a posteriori




Distribution predictive a posteriori




Integration Monte Carlo

p(ys | 2., X,Y) = / p(y. | 2..0)p(6 | X,Y)d0

/ \

L'intégral devient une sommation Echantillonner le posterior

Comment échantillonner le posterior?

Markov Chain Monte Carlo (MCMC)



Metropolis-Hastings MCMC

Objectif : échantillonner une distribution p(0)

1) Initialiser aléatoirement 6y et fixer a ¢ = 0

> 2) Générer un candidat @' a partir du proposal g(8' | 6;)
3) Calculer la probabilité d'acceptation :
~ 0')g(0, | 6’
p(6:) g(0" | 6;)

4) Avec probabilité A(0' | 6;), accepter et 8,1 = 6',
sinon rejeter et 60,1 = 0,




xemple - Metropolis-Hastings

Target distribution
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Définir un modéle probabiliste pour les observations :

Définir le prior sur les paramétres et les modeéles :

p(0,M) = p(6)

Procéder a l'inférence :

~ p(Y |6, X)p(6 | M)p(M)
p(0, M | X)Y) = [[p(Y'|6,X)p(6 | M)p(M)dodM

Faire une prédiction a partir de |'a posteriori :

p(ys | ., X,Y) = //p(y* | 24,0, M)p(@,M | X,Y)dO




Distribution sur les DAG

Processus du buffet Indien (IBP)

[Woods et al., 2006]

IBP en cascade (CIBP)

[Adams et al., 2010]

CIBP étendu (ECIBP)

[Dallaire et al., 2014]

Processus des chefs Indiens (ICP)

O -

[submitted|
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Processus des chefs Indiens
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Processus des chefs Indiens
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Processus des chefs Indiens
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Dynamiques de connexion

B ~ U(0,1)
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Dynamiques de connexion
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Dynamiques de connexion

0, ~U(0,1)
Y Y
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Dynamiques de connexion

Généalogie des inspirations des chefs
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Dynamiques de connexion

Généalogie des inspirations des chefs
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Dynamiques de connexion

Généalogie des inspirations des chefs
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De parametrique a nonparametrique
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Processus des chefs Indiens

e Le processus des chefs Indiens est sous-tendu par un processus
Beta, une distribution sur les mesures complétement aléatoires.

e La marginalisation du processus Beta nous donne :

p(Zan ZIA) 9£|a7 Y ¢7 ) —

%exp (OWZ 93/4(—1_9/( (O‘+j)¢<a)]>

e La distribution est utilisé en tant qu'a priori sur |'espace des DAG.

e Permet de construire des opérateurs MCMC pour |'inférence



Processus des chefs Indiens

e Le processus des chefs Indiens est sous-tendu par un processus
Beta, une distribution sur les mesures complétement aléatoires.

e La marginalisation du processus Beta nous donne :

réputation croissante nombre de noeuds actifs

p(ZfAv 1A, Hf |()47 v, q§7 O) = / fonction digamma

L exp —Oz’yz Qﬂl — 9/ ) [th(a+j) — ()]

sous-matrice active triée K‘H
fonctlon factorlel croissante

enveloppe de connection nulle (inactif vers actif) T
(my, — 1)! Mk oyl Tk
H ary b H qb \ degré sortant
(c —my )"k
+ L —mg)™r E/? \
noeuds cachées noeuds observables nombre de noeud sous k

e La distribution est utilisé en tant qu'a priori sur |'espace des DAG.

e Permet de construire des opérateurs MCMC pour |'inférence



Processus des chefs Indiens

e Le processus des chefs Indiens est sous-tendu par un processus
Beta, une distribution sur les mesures complétement aléatoires.

e La marginalisation du processus Beta nous donne :

réputation croissante nombre de noeuds actifs

p(ZfAv 1A, Hf |()z7 v, q§7 O) = / fonction digamma

L exp —Oz’yz Qﬂl — 9/ ) [th(a+j) — ()]

sous-matrice active triée K‘H
fonctlon factorlel croissante

enveloppe de connection nulle (inactif vers actif)

_ M bk =Mk
H ow mk 1 H qb @ \degre sortant

(at+ Jk —my)r

noeuds cachées noeuds observables nombre de noeud sous k

e La distribution est utilisé en tant qu'a priori sur |'espace des DAG.

e Permet de construire des opérateurs MCMC pour |'inférence




Propriétés de la distribution

Espérence du nombre de noeuds Nombre connections vs nombre de noeuds

Le paramétre « influence la densité de la matrice d'adjacence
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Définir un modéle probabiliste pour les observations :

p(y; | @i, 9@

Définir le prior sur les paramétres et les modeéles :

p(6, M) = p(6 | M)p(M)

Procéder a l'inférence :

B p(Y | 6,X)p(6 | M)p(M)
PO MIXY) = T 6, X)p(6 | M)p(M)d0dM

Faire une prédiction a partir de |'a posteriori :

p(ys | ., X,Y) = //p(y* | 24,0, M)p(@,M | X,Y)dO



Estimation de densite

Objectif : modéliser la probabilité jointe d'un ensemble de variable

p(x)

D‘DB\...‘...A:.‘.._A.

DDB\

density value




Réseaux Bayesien

Un réseaux Bayésien est une représentation graphique d'une factorisation d'une
distribution de probabilité jointe

p(z1, T2, T3, T4) = p(T1 | T2, T3, T4)p(2 | T3,74)p(73 | T4)p(24)
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Réseaux Bayesien

Un réseaux Bayésien est une représentation graphique d'une factorisation d'une
distribution de probabilité jointe

p(z1, T2, T3, T4) = p(T1 | T2, T3, T4)p(2 | T3,74)p(73 | T4)p(24)
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Réseaux Bayesien

Un réseaux Bayésien est une représentation graphique d'une factorisation d'une
distribution de probabilité jointe

p(z1, 22,3, 24) = p(T1 ! x3)p(22)p(T3 | T4)p(T4)
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Réseaux Bayesien

Un réseaux Bayésien est une représentation graphique d'une factorisation d'une
distribution de probabilité jointe

p(z1, 22,3, 24) = p(T1 ! x3)p(22)p(T3 | T4)p(T4)

(=)
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Réseaux Bayesien

Un réseaux Bayésien est une représentation graphique d'une factorisation d'une
distribution de probabilité jointe

p(z1, 22,3, 24) = p(T1 ! x3)p(22)p(T3 | T4)p(T4)

Les variables peuvent étre
observables ou cachées @




Combinaison linéaire de la valeur des parents:
S; — bz — Z ZjiniiCj
J

Transformation nonlinéaire d'une Gaussienne N (s;,1/p;)
dans une sigmoide :
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Définir un modéle probabiliste pour les observations :

Définir le prior sur les paramétres et les modéles : Q Q @
p(6, M) (M ) @

Procéder a l'inférence :

B p(Y | 6,X)p(6 | M)p(M)
PO MIXY) = T 6, X)p(6 | M)p(M)d0dM

Faire une prédiction a partir de |'a posteriori :

p(ys | ., X,Y) = //p(y* | 24,0, M)p(@,M | X,Y)dO




Définir un modéle probabiliste pour les observations :

p(yi | i, 0, M)
Définir le prior sur les paramétres et les modéles Q Q @
p(6, M) =p(0 | M)p(M) @

Procéder a l'inférence :
Y |6,X)p(0| M)p(M)
: [Tp(Y ] 6, X)p(6 | M)p(M)d0dM

Faire une prédiction a partir de |'a posteriori :

p(ys | ., X,Y) = //p(y* | 24,0, M)p(@,M | X,Y)dO




Resultats sur I'estimation de densite

Table 1: Estimation de la distance de Hellinger entre ensembles de test et fantaisie.

Test sets
Ring Two Moons  Pinwheel  Geyser Iris
ICP 0.0402 0.0342 0.0547 0.0734 0.2666
CIBP 0.0493 0.0469 0.0692 0.1246 0.2667
ECIBP 0.0419 0.0450 0.0685 0.1171 0.2632
Training set  0.0312 0.0138 0.0436 0.0234 0.1930

Ensemble de test Données reproduites




Distribution quadrimodale sur
2 dimensions indépendantes
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Parametrisation d’'un réseau de neurones

Des biais

Des poids

www.le arnopencv.coimn



Structure d’'un réseau de neurones

Un graphe




Définir un modéle probabiliste pour les observations :

\/ réseaux de neurones avec
y y N Kl .
p<y" ’ 7,0, ) probabilité en sortie

Définir le prior sur les paramétres et les modeéles :

p(6, M) = p(6 | M)p(M)

Processus des
chefs Indiens

, T Des gaussiennes
Procéder a |'inférence : &

W p(Y | 0,X)p(6 | M)p(M)
[[p(Y |6, X)p(6 | M)p(M)dodM

Faire une prédiction a partir de |'a posteriori :

p(ys | ., X,Y) = //p(y* | 24,0, M)p(@,M | X,Y)dO




Vers une inference plus rapide...

N
p(0, M | X,Y) o< | [ p(y: | 0, X)p(0 | M)p(M)
=1
a posteriori intermédiaire

p(0,. M| X,Y) o< || p(yi | 6, Xa) || p(yi | 6, X5)p(6 | M)p(M)
1€A 1€B
p(6 | M, Xp,Yp)

1. Le posterior intermédiaire est notre nouveau prior sur 0

2. Le support du nouveau prior doit étre le méme que celui du prior original
3. Une approximation ¢(@ | M, X, Yp) est acceptable (c'est un prior!)

4. La forme analytique n'est pas obligatoire pour ¢(0 | M, Xp,YR)

5. L'échantillonnage de q(0 | M, X, Yp) doit étre rapide



Consideration sur le pseudo-prior

p(60,M | X,Y) o [] oy | 0. Xa)a(6| M, Xp, Vi )p(M)
€A

Q(H | M7X37YB) — argmeax p(e ‘ MaXvaB)

1. Le posterior intermédiaire est notre nouveau prior sur 0

2.|Le support du nouveau prior doit étre le méme que celui du prior original

3. Une approximation ¢(@ | M, X, Yp) est acceptable (c'est un prior!)

4. La forme analytique n'est pas obligatoire pour ¢(0 | M, Xp,YR)

5. L'échantillonnage de q(0 | M, X, Yp) doit étrd rapide




Consideration sur le pseudo-prior

p(60,M | X,Y) o [] oy | 0. Xa)a(6| M, Xp, Vi )p(M)
€A

6o~ p(0 | M)
Hopt ~ SGD<007M7 XB7YB)
0 ~ MCMC(0ope, M, X, V5, T)

1. Le posterior intermédiaire est notre nouveau prior sur 0

2. Le support du nouveau prior doit étre le méme que celui du prior original
3. Une approximation ¢(@ | M, X, Yp) est acceptable (c'est un prior!)

4. La forme analytique n'est pas obligatoire pour ¢(0 | M, Xp,YR)

5. L'échantillonnage de q(0 | M, X, Yp) doit étre rapide



Consideration sur le pseudo-prior

p(60,M | X,Y) o [] oy | 0. Xa)a(6| M, Xp, Vi )p(M)
€A

6o~ p(0 | M)
Hopt ~ SGD(007M7 XB7YB)
0 ~ MCMC(0ope, M, X, V5, T)

« we show how to adjust the tuning parameters of constant SGD to best match
the stationary distribution to a posterior, minimizing the Kullback-Leibler di-
vergence between these two distributions. »

Mandt, S., Hoffman, M. D., and Blei, D. M. (2017). Stochastic Gradient Descent
as Approximate Bayesian Inference. Journal of Machine Learning Research



Inférence de la structure

Objectif : p(M | X,Y) = / Hp(yz- 10, X4)q(0| M, Xp,Yp)p(M)do
€A

1) Initialiser aléatoirement M, et fixer a t =0
—> 2) Générer un candidat M’ a partir du proposal g(M' | ]\Af/t)

3) Calculer la probabilité d'acceptation :
(nécessite une estimation non-biaisé du posterior)

p(M' | X,Y)g(M; M’))

A(M’ | M;) = min (1, — —
p(M | X,Y)g(M' | M)

4) Avec probabilité A(M’ | ]\7,5) accepter et M;.q = M’,
sinon rejeter et M1 = M,



Conclusion

p(60,M | X,Y) o [] oy | 0. Xa)a(6| M, Xp, Vi )p(M)
€A

6o~ p(0 | M)
Hopt ~ SGD<007M7 XBayB)
0 ~ MCMC(0ope, M, X, V5, T)

1) Pour T grand, I'estimation du posterior intermédiaire est non biaisé

2) Si SGD est proche de la distribution stationnaire, alors T' peut étre petit

Est-ce qu’on tient un algorithme d’inférence de structures rapide efficace?

Infinite Neural Network?
T






Machine Learning

|"approche machine learning standard:

1. Définir un modele prédictif § = fo(x)
2. Choisir une fonction de coiit L(y,y)

3. Trouver fy qui minimise le risque empirique



Exemple - Regression Lineaire

|"approche machine learning standard:
1. Définir un modele prédictif § = fo(x)
§ =01 + O (modéle linéaire)
2. Choisir une fonction de coiit L(y,y)
LY, y) = () —y)* (erreur quadratique)

3. Trouver fy qui minimise le risque empirique

1 N
V() = N ZL(Qnayn)



Fonction de risque empirique

O §
o N
/

log risque empirique

oN I («}) oo
L L L L

i i -10
5 5
Risque de surapprentissage 0 5 5 0
0 = argmin V() 0 1010 0

0 2 1

-_—




Regularisation

La régularisation aide a limiter le surapprentissage

régularisation L1 :  R(0) = Z 10;]
J

N
L

log norme L1
o
L

N
1
<

\

-
o

-10



La fonction objective

. log norme L1

-
o
L

(=7]
L

\

. Risque empirique
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Estimation du predicteur

0 = arg mein J(0)

10

§=ol®) o




Maximum a posteriori

A

0 = argmeaxp(ﬂ | X,Y)

10

g = fol®)




L'a posteriori comme fonction objective

(régle de Bayes)

- p(Y | 9,X)p<3)
=" p(Y)

(transformation monotone)
arg max logp(Y" | 8, X) +logp(6) —logp(Y')

(constante)
arg max logp(Y | 8, X) + log p(0)

(changement de signe)

arg mein —logp(Y | 6, X) —log p(@)



L'a posteriori comme fonction objective

arg mein —logp(Y | 6, X) —log p(@)

(exemple de régression linéaire)

arg mein —logHN(yi | fo(e),05) — logH Laplace(d; | 0,b)

i=1 J
(simplification) N
. (yi — fo(zs))? 051
arg mgm Z 20_2 Z b
1=1 Y J
(simplification) N )
- (yi — fo(z:)) 051
arg mem ; 9 ; b
(multiplication par N et changement de variable A = 2b)
1 N
arg min N;< — fo(zi)) +AZW



L'a posteriori comme fonction objective

arg mein —logp(Y | 6, X) —log p(@)

(exemple de régression linéaire)

arg mein —logHN(yz- | fo(e),05) — logH Laplace(d; | 0,b)

i=1 J
(simplification) N
. (yi — fo(zs))? 051
arg mgm Z 20_2 Z b
1=1 Y J
(simplification) N )
- (yi — fo(z:)) 051
arg mem Z 9 Z b
1=1 J
(multiplication par N et changement de variable A = 2b)
1 N
arg min N;< — fo(zi)) +AZW




Le processus Beta

Le processus Beta est une infinité de distributions Beta :

Ty ~ Klgnoo Beta (a%, a(l — %)) G = I;mcc?gk
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